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Abstract: In real world applications, many entities can be represented by a 
combination of discrete and numeric attributes. The concept formation 
general problem in dealing with mixed-data scale environments is due to the 
use of different evaluation function for each attribute type. In this paper, we 
analyze this problem and propose a solution. The solution is based on taking 
into account the individual contribution of each attribute-oriented evaluation 
function for the overall evaluation function. Experiments measuring the 
quality of concepts generated from our approach have shown superior results 
when these concepts are generated from data with discrete and numeric 
attributes. 

Resumo: Em aplicações do mundo real, a maioria das entidades pode ser 
representada através da combinação de atributos discretos e contínuos. O 
problema básico da formação de conceitos, em ambientes com tipos de dados 
mistos, deve-se ao uso de diferentes funções de avaliação para cada tipo de 
atributo. Nesse artigo, esse problema será analisado e proposta uma solução. 
A solução está baseada na contribuição individual da função de avaliação de 
cada tipo de atributo dentro da função de avaliação final. Experimentos 
realizados para medir a qualidade dos conceitos gerados usando a solução 
proposta mostraram resultados superiores quando aplicada em domínios com 
atributos contínuos e discretos.  

1. Introdução 

Algoritmos incrementais de formação de conceitos realizam o processo de construção 
de uma hierarquia de conceitos a partir de um conjunto de observações (normalmente 
uma lista de pares atributo/valor), que caracterizam uma entidade observada. Em geral, 
estes algoritmos realizam uma busca heurística no espaço de todos os conceitos 
possíveis de serem gerados. 

 No mundo real, a maioria das entidades observadas são caracterizadas por uma 
combinação de atributos com valores de tipos variados. Esse artigo trata 
especificamente da formação de conceitos realizada a partir de entidades caracterizadas 
por atributos discretos (nominais) e contínuos (numéricos). 

 O principal problema em sistemas de formação de conceitos usando atributos 
mistos é definir a função heurística que mede a qualidade dos conceitos. Basicamente, 
os problemas nessa área ocorrem devido ao uso de diferentes funções de avaliação com 



 

 

a seguida combinação de seus resultados. Verificou-se que esse tipo de abordagem gera 
um desequilíbrio devido à diferença de contribuição (em termos de escala de valores) 
durante o cálculo da função de avaliação geral. Esse desequilíbrio afeta diretamente a  
capacidade de inferência da hierarquia gerada. 

 Nesse artigo serão analisadas as principais abordagens em formação de 
conceitos probabilísticos com atributos mistos e os problemas relacionados. A partir 
dessas análises, propõe-se uma abordagem para contornar os problemas identificados. 

 As seções desse artigo estão organizadas da seguinte maneira. As seções 2 e 3 
apresentam uma revisão dos trabalhos relacionados ao tópico. A seção 4 exemplifica o 
problema do tratamento de diferentes tipos de atributos. A proposta de solução para os 
problemas mencionados será detalhada na seção 5. A seção 6 apresentará os estudos 
comparativos entre a solução aqui proposta e as abordagens anteriores. Na última seção 
encontra-se a conclusão do artigo com um resumo do trabalho apresentado, suas 
limitações e perspectivas para trabalhos futuros. 

2. Formação incremental de conceitos probabilísticos 

Sistemas de formação incremental de conceitos realizam um processo de criação de uma 
hierarquia de conceitos que generalizam as observações representadas em um nó da 
hierarquia em termos da probabilidade condicional das características das observações. 

 A maioria dos trabalhos recentes na área de formação de conceitos são baseados 
em COBWEB de Fisher(1987), que forma conceitos probabilísticos. Esses conceitos 
possuem um conjunto de atributos e seus possíveis valores. Cada conceito ainda possui 
a probabilidade de uma observação estar nele classificado e, cada possível valor de um 
atributo está associado a uma predictabilidade (predictability). A predictabilidade é a 
probabilidade condicional de uma observação X possuir o valor V para o atributo A, 
dado que X é representado pelo conceito C, ou P(A=V|C).  

 COBWEB utiliza uma função de avaliação chamada Category Utility. Essa 
métrica favorece a criação de conceitos que maximizam o potencial de inferência sobre 
informações. Category Utility para uma partição de conceitos (CU({C1,C2,..., Cn})) é  
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 A fórmula acima é usada para atributos discretos. Contudo, não pode ser usada 
para atributos contínuos porque não consideram a distância entre dois valores 
numéricos. 

3. Formação de conceitos usando atr ibutos contínuos 

Muitas alternativas foram propostas para solucionar o problema de COBWEB em não 
lidar com atributos contínuos. 

 CLASSIT [Gennari, J., Langley, P., and Fisher, D. (1989).], por exemplo, 
assume que os valores dos atributos contínuos estão distribuídos de forma normal e 
utiliza a curva de Gauss para determinar a probabilidade de ocorrência de um 
determinado valor. Nesse caso, a soma do quadrado das probabilidades de um atributo 
discreto passa a ser o quadrado da integral da distribuição normal do atributo contínuo. 



 

 

Category Utility transformada para tratamento de atributos contínuos se torna a 
seguinte: 
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onde k é a quantidade de classes da partição, i é a quantidade de atributos, s ik é o 
desvio-padrão do atributo i na classe k, e s ip é o desvio-padrão do atributo i no topo da 
hierarquia. Quando o desvio-padrão se torna 0(zero), CLASSIT usa um parâmetro 
chamado acuity, que representa a menor diferença perceptível entre dois valores 
numéricos. Experimentos mostraram [Li, C., 1995; Reich, Y.,1991; Yoo, J., Yoo, S., 
1995] que a qualidade da hierarquia gera depende fortemente da escolha do valor para 
acuity. 

  Em ECOBWEB [Reich, Y.,1991], o tratamento para atributos discretos é o 
mesmo usado por COBWEB. Para atributos contínuos, a proximidade dos valores da 
média aritmética dos valores do atributo contidos numa classe é dada por um intervalo 
em torno da média, calculado através da quantidade esperada de intervalos (n) de um 
atributo dividida pela quantidade real de intervalos desse atributo. A definição da 
quantidade esperada de intervalos (n) de um atributo tem uma interferência significante 
na construção da hierarquia de conceitos, similar ao problema de acuity. Embora se 
tenha proposto alternativas para minimizar o problema, análises demonstram uma 
grande dependência da qualidade dos conceitos tanto na definição da quantidade 
esperada de intervalos. 

 ITERATE [Li, C., 1995] é outro algoritmo que adota uma abordagem que utiliza 
o método de PARZEN WINDOW [R.O Duda and P.E. Hart., 1973]  para estimar o 
valor da função de densidade de probabilidade usada na função de avaliação. Embora 
seja uma abordagem que possa ser usada em domínios onde os valores numéricos têm 
uma distribuição diferente da normal, ITERATE continua fazendo uso do parâmetro 
acuity definido inicialmente em CLASSIT, e continua interferindo na qualidade da 
hierarquia criada. 

 COBWEB95 [Yoo, J., Yoo, S., 1995] também assume que os valores contínuos 
de um atributo estão distribuídos segundo a curva normal. A função de avaliação para 
atributos contínuos foi modificada usando como função densidade de probabilidade a 
probabilidade de inferir corretamente um determinado valor de atributo com uma certa 
tolerância. Quando o desvio-padrão for 0, a probabilidade de inferir corretamente será 
1(um), dispensando ainda o uso de acuity. A próxima seção detalhará um problema que 
foi encontrado nas abordagens anteriormente mencionadas. 

4. Caracter ização do problema 

Quando se trabalha com conceitos probabilísticos, as funções de avaliação dependem do 
cálculo de funções de probabilidade. Para atributos discretos, a probabilidade de 
ocorrência de valores pode ser estimada pela contagem de ocorrências do valor de um 
atributo. Esse mesmo método não é factível para atributos contínuos, pois um valor 
numérico não se repete freqüentemente, o que não seria interessante para efeito de 
predição de valores.  

 O problema básico em sistemas de formação de conceitos probabilísticos é fazer 
funções de probabilidade de ocorrência de atributos discretos e contínuos trabalharem 



 

 

em conjunto. É importante que seus resultados sejam equivalentes, pois a 
predominância de qualquer uma das funções, em se tratando de predição de valores, 
pode levar a resultados indesejados. 

 No caso de Category Utility tradicional(COBWEB), a função de probabilidade 
de ocorrência utilizada terá resultados que variarão de acordo com a quantidade de 
valores de um atributo. Suponha um atributo discreto com 2(dois) valores, o resultado 
da probabilidade de ocorrência do atributo (� P(a=v|C)2) pode variar entre 0,5 e 1. 
Quando o atributo possui 3(três) valores, analogamente ao exemplo anterior, os limites 
ficam em [0,33 ... 1], para quatro valores seriam [0,25 ... 1], e assim por diante. Quanto 
maior a quantidade de valores de um atributo discreto, maior será a amplitude de 
possíveis resultados de sua função de probabilidade de ocorrência. 

 No caso da função de avaliação para os atributos contínuos, os limites têm um 
comportamento diferente. CLASSIT, por exemplo, de acordo com sua função de 
probabilidade de ocorrência para os atributos contínuos (2Öp*1/s), terá resultados que 
variarão de acordo com o desvio-padrão dos valores que o atributo assumir. Ou seja, 
quanto menor o desvio-padrão de um atributo, maior será o resultado de sua função, e 
vice-versa. Caso o desvio-padrão de um atributo seja 2, por exemplo, o resultado da 
função de probabilidade de ocorrência seria 1,772. Percebe-se que o resultado da função 
de probabilidade de ocorrência para os atributos contínuos possui um domínio de 
valores mais amplo que o resultado da função para atributos discretos.  

 A diferença de amplitude no domínio das funções de probabilidade de 
ocorrência significa que a função para os atributos contínuos pode assumir valores que a 
função para os atributos discretos nunca assumiria. CLASSIT, COBWEB95 e outras 
abordagens compartilham o mesmo problema: utilizam uma função de avaliação para 
atributos contínuos com uma amplitude de resultados diferente dos atributos discretos.  

 A seguir será demonstrado um exemplo do problema citado. 

Tabela 1. Tabela com informações de animais 

Animal Ninhada Alimento Altura 
Vaca 1 Vegetal 1,65 m 
Leão 4-5 Carne 1 m 
Búfalo 1 Vegetal 1,7 m 
Onça 4-5 Carne 0,9 m 
Antílope 1 Vegetal 1,68 m 
Tigre 4-5 Carne 1,1 m 

 Considere uma hierarquia de conceitos (Figura 1a) gerada a partir dos dados da 
tabela 1. Na hierarquia mencionada, no nível subsequente ao nó raiz, duas categorias 
foram criadas, C1 e C2. A categoria identificada por “C1”  representa o conceito dos 
animais herbívoros enquanto os carnívoros são representados pela categoria C2.  

 Imagine uma nova observação com as seguintes características: “NINHADA=1”  
“ALIMENTO = Vegetal” , e “ALTURA = 0,95 m” . CLASSIT, por exemplo, 
reorganizaria a hierarquia de conceitos da figura 1a e formaria a hierarquia exibida na 
figura 1b, ou seja, inserindo a nova observação na categoria C2. Analisando a figura 1a, 
intuitivamente percebemos que a nova observação estaria mais bem representada se 
inserida na categoria C1(herbívoros, fig. 2c), por possuir os mesmos valores para os 
atributos discretos, ninhada e comida, que os da categoria. Contudo, CLASSIT insere a 



 

 

nova observação sob a categoria C2 (carnívoros) onde somente um valor é igual à 
categoria, no caso o atributo altura, pois se situa “mais próximo”  da média do atributo. 

 
Figura 1. Hierarquias que podem ser geradas a partir dos dados a Tabela 1. 

 Podemos afirmar que a hierarquia ilustrada na figura 1(b) não é a melhor opção 
para fins de inferências futuras, pois esta hierarquia teve dois atributos com a 
probabilidade de ocorrência diminuída, os dois atributos discretos. A figura 1(c) 
exemplifica a situação onde somente um atributo teria sua capacidade de inferência 
diminuída, o atributo contínuo. Esse comportamento deve-se ao fato que, na função de 
avaliação geral, a contribuição dos atributos contínuos é maior que a dos discretos. A 
próxima seção apresenta uma abordagem que ataca este problema. 

5. Ajustando o Category Utility 

Essa seção propõe uma função de avaliação que será implementada em FORMVIEW 
[Vasco, J.J.F, Faucher, C., Chouraqui, E. (1996) e Rebouças, R.B., Vasco, J.J.F.(1998)]. 
FORMVIEW baseia-se na idéia que as funções de avaliação para cada tipo de atributo 
tem uma parcela de contribuição no resultado final da função de avaliação geral. Essa 
implementação do FORMVIEW utiliza para os atributos contínuos a mesma abordagem 
adotada pelo COBWEB95.  

 A probabilidade de ocorrência de um valor contínuo é inferior à probabilidade 
de ocorrência de um valor discreto. No entanto, não podemos dizer o mesmo para 
probabilidade de ocorrência de vários valores contínuos. 

 
Figura 2. Intervalo de resultados da capacidade de inferência de um atributo 
discreto e sua parcela complementar. 

 Para compensar essa diferença de contribuição, consideramos um valor que 
identificamos como a parcela complementar da capacidade de inferência de um atributo 
discreto. Chamamos de parcela complementar da capacidade de inferência o que falta 
em um atributo discreto para sua capacidade total de inferência. A figura a seguir 
demonstra a parcela que acabamos de definir. 



 

 

 A parcela complementar representa o que deve ser aumentado na função de 
probabilidade de ocorrência dos atributos discretos para que a amplitude de seus 
resultados seja equivalente à dos contínuos.  Isto se define por: 
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Onde W(Ai) é a probabilidade do atributo Ai ser igual ao valor Vij. Considerar a parcela 
complementar significa usar esta parcela como peso de contribuição de cada atributo 
discreto para sua função de avaliação. 

 Para facilitar o entendimento, FORMVIEW reformula o Category Utility 
tradicional em função dos atributos. A equação abaixo demonstra a parte de Category 
Utility que foi colocada em função dos atributos e, a equação em seguida mostra 
Category Utility reformulada considerando a parcela complementar da probabilidade de 
ocorrência como peso da função dos atributos discretos. 

�� �� =��
�

�
�
�

�
=-==

=
i

iByAtt

n

k j

iji

j

kijiki AD
n

CUVAPCVAPCPAD )(
1

)()|()()(
1

22  

�=
i

i

i
Discretos

AW
AD

n
CU

)(
)(1  

 Para os atributos contínuos, a função de avaliação utilizada é a mesma de 
COBWEB95 como a seguir. A probabilidade de inferir corretamente um valor contínuo 
com uma tolerância d é P[ |X i - mik| < d ] que é calculado por  
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onde mik e s ik são os valores, respectivamente, da média e do desvio-padrão do atributo 
A i para a categoria k. Então, a seguir está o Category Utility para atributos contínuos  
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 A maior probabilidade de inferir corretamente um determinado valor de atributo 
contínuo é alcançada quando o valor da variância dos valores dos atributos é pequeno. 
Os resultados da aplicação de FormView estão apresentados na seção 6 desse artigo. 

6. Resultados 

Essa seção avalia a proposta desse trabalho comparando os resultados obtidos em 
FORMVIEW com outros sistemas de formação de conceitos.  

 Inicialmente será explicado como foram feitas as comparações de performance 
com os outros sistemas de formação de conceitos. Em seguida, serão apresentadas 
algumas hipóteses sobre o comportamento de FORMVIEW bem como os experimentos 
para verificação das mesmas. Por fim, é realizada uma comparação de performance dos 
sistemas de formação de conceitos em domínios reais de conhecimento público. 
Fechando a seção temos as conclusões encontradas nas diversas análises. 

6.1. Avaliação 

O processo utilizado para avaliação de performance dos algoritmos consiste na 
verificação da quantidade de inferências corretas dos sistemas com o aumento da 
quantidade de observações utilizadas na criação da hierarquia de conceitos. O sistema 



 

 

terá inferido corretamente um valor discreto quando este valor coincidir com o valor 
ignorado. No caso dos atributos contínuos, considera-se correta uma inferência quando 
o valor estiver dentro da margem de erro usada na construção da base de conhecimento.  

 Os resultados dos testes em FORMVIEW foram comparados com COBWEB95 
e COBWEB/3, e estão apresentados através de gráficos. Um valor de 100% no gráfico 
indica que o sistema inferiu corretamente todos os valores de atributos das observações 
de teste, enquanto 0% indica erro total de inferência dos valores. 

6.2. Hipóteses 

Acredita-se que o problema de predominância dos atributos contínuos fique mais 
evidenciado em domínios onde esses atributos não são discriminatórios para o processo 
de categorização, pois a predominância transformaria algo irrelevante em significativo. 
Um atributo não discriminatório é aquele que tem baixa capacidade de  diferenciar uma 
classe de outra, sendo necessário outros atributos para fazer esse distinção. 

 Uma das maneiras de medir o grau de discriminação de um atributo é através do 
cálculo da predictiveness (P(Ck|Ai=Vij)

2)introduzida por Fisher, que mede a 
probabilidade de uma observação pertencer a classe Ck dado que essa observação possui 
um certo valor Vij para o atributo Ai. Quanto maior o valor dessa probabilidade, menor 
será a quantidade de observações em classes distintas que compartilham um mesmo 
valor de um atributo, consequentemente mais discriminatório será esse valor do atributo 
para as classes. O somatório dessa função para os valores de um atributo calcula o 
quanto discriminatório esse atributo será para a partição. A seguir será explicada como 
foram criadas as bases de dados para verificação das hipóteses. 

6.3. Domínio Experimental 

Uma base de dados artificial foi criada inicialmente com 40 observações representadas 
por 6 atributos discretos [A...F], cada um possuindo de 2 a 4 valores distintos. As 
observações contidas nessa base artificial foram geradas baseando-se em cinco classes 
(C1..C5) pré-definidas aleatoriamente através da combinação dos 6 atributos e seus 
valores (Tabela 1). Essa base de dados inicial será chamada daqui por diante de base 
modelo, pois servirá como guia na criação das bases experimentais com atributos 
mistos, onde efetivamente serão realizados os experimentos.  

Tabela 1: Regras de formação das classes da base inicial com a quantidade de 
observações que cada classe possui. 

Classe Regra de Formação Observações 
C1 ¬¬¬¬  A=a & B=a & C=c & D=d & E=a & F=b 5 
C2 ¬¬¬¬  A=a & B=c & C=d & D=b & E=c & F=b 9 
C3 ¬¬¬¬  A=b & B=b & C=d & D=e & E=b & F=a 7 
C4 ¬¬¬¬  A=a & B=a & C=b & D=c & E=c & F=b 5 
C5 ¬¬¬¬  A=a & B=c & C=b & D=d & E=c & F=b 14 

  A bases de dados experimentais, com atributos mistos, foram construídas 
através da transformação de atributos discretos em contínuos. Para transformar um 
atributo discreto em contínuo, a cada valor discreto de um atributo são associados uma 
determinada média e um desvio-padrão. Os valores numéricos serão números reais 
aleatórios próximos da média considerando o desvio-padrão. 



 

 

 Nos experimentos, o desvio-padrão adotado foi o percentual de tolerância ao 
erro utilizado em FORMVIEW e COBWEB95, no caso 10 %, aplicado à média em 
questão. Os conjuntos de teste usados possuem 10 observações, criadas da mesma forma 
da base de treinamento, sendo 2 observações representando uma das cinco classes pré-
definidas. Assumindo uma partição formada pelas 5 classes pré-definidas, tem-se os 
atributos “A”  e “D” , respectivamente, como o mais discriminatório e o menos 
discriminatório. 

6.4. Hipótese 1 

Acredita-se que FORMVIEW tenha performance superior, em termos de poder de 
inferência, às outras propostas na situação onde existem no domínio atributos contínuos 
não discriminatórios. Para simular essa situação, foi transformado somente o atributo 
“A”  (menos discriminatório) de discreto para contínuo. A figura a seguir demonstra a 
performance da capacidade de inferência dos sistemas com os dados dessa nova base. 
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(A)                                                                (B) 

Figura 2: Performance dos sistemas em ambiente com atributo não 
discriminatório (A) e com atributo discriminatório (B). 

 FORMVIEW atinge um nível de inferência bem superior às outras abordagens, 
aproximadamente 12% de melhoria (Figura 2A). No caso de COBWEB95 em relação à 
COBWEB/3, a superioridade de um em relação ao outro acontece provavelmente pelo 
parâmetro acuity.  

 Na situação contrária, acredita-se que FORMVIEW não perca performance 
quando os atributos contínuos do domínio são discriminatórios. Nesse caso, foi 
transformado o atributo “D”  (mais discriminatório) para o simular essa situação. O 
gráfico abaixo demonstra os resultados de poder de inferência dos sistemas na nova 
base. O gráfico (Figura 1B) demonstra praticamente nenhuma diferença entre 
FORMVIEW e COBWEB95. Ou seja, em princípio pode-se utilizar a proposta de 
FORMVIEW sem prejuízo de capacidade de inferência. Já COBWEB/3 apresenta ainda 
perca de capacidade de inferência. A semelhança entre FORMVIEW e COBWEB95 
deve-se ao fato que o nível de discriminação do atributo contínuo minimiza sua 
predominância.  

6.5. Domínio Real 

Depois de realizados os testes em ambiente artificial, foram feitos testes comparativos 
em domínios reais. Foram utilizadas bases de dados disponibilizadas gratuitamente pelo 
UCI Machine Learning Repository, usadas para testes de algoritmos de aprendizagem.  



 

 

 Para apresentação nesse trabalho, foram escolhidas 3 bases de dados com 
atributos numéricos e discretos. O primeiro conjunto de dados contém 406 observações 
sobre o consumo de combustível de automóveis (AUTO-MPG). Cada observação é 
representada por 3 atributos discretos e 5 contínuos. A segunda base de dados possui 
132 observações sobre um tipo de exame realizados em pacientes com problemas 
cardíacos (ECHOCARDIOGRAM). Nessa base, as observações tem 3 atributos 
discretos e 7 contínuos. A última base de dados possui 205 observações sobre 
especificações técnicas de carros e caminhões (IMPORT85). Cada observação dessa 
base possui 11 atributos discretos e 15 contínuos. 

 Nos experimentos realizados para medir a performance dos sistemas, foram 
utilizados aproximadamente 80% das observações como conjunto de treinamento e o 
restante como conjunto de teste. Os gráficos a seguir demonstram os resultados dos 
sistemas em cada uma das bases de dados utilizadas. 
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Figura 3: Comparação usando a base AUTO-MPG 
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Figura 4: Comparação usando a base ECHOCARDIOGRAM 

0

10

20

30

40

50

0 85 170 255 340
Observat ion s

%
 C

o
rr

ec
ts

Form View Cobweb95 Cobweb/3  

Figura 5: Compação usando a base IMPORT85 

7. Conclusão 

FORMVIEW é um algoritmo incremental de aprendizagem indutiva que realiza a 
formação de conceitos em domínios com atributos discretos e contínuos. O problema 
básico das abordagens nesses cenários é o tratamento em conjunto de diferentes tipos de 
atributos, pois deve-se levar em consideração a equivalência de valores das diferentes 
funções de avaliação de cada tipo de atributo.  



 

 

 A contribuição das diferentes funções de avaliação em relação a função de 
avaliação geral da hierarquia acontece devido à diferença de escala de valores dos 
atributos. Esse artigo apresenta uma abordagem que considera essa disparidade e 
equipara as funções. 

 Experimentos mostraram a eficiência e a importância da equivalência entre as 
funções de avaliação. Apesar dos satisfatórios resultados iniciais, esta proposta 
apresenta algumas limitações que devem ser consideradas quando aplicada em um 
domínio desconhecido. FORMVIEW assume que os valores contínuos estão 
distribuídos segundo a curva normal, o que pode não ser verdade em alguns casos. Esse 
tipo de distribuição foi adotado devido ao caráter incremental da abordagem que torna 
impossível fazer algum teste de normalidade nos valores numéricos. 

 A idéia da contribuição de cada função de avaliação foi possível pois as funções 
são baseadas em conceitos probabilísticos. A aplicação dessa mesma idéia em 
ambientes com funções distintas requer um estudo mais aprofundado. O avanço de 
FORMVIEW está direcionado para aplicações em ambientes com outros tipos de 
atributos, como datas, por exemplo. Domínios com vários tipos de dados representam o 
mundo real com maior fidelidade. 
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